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Tóm tắt
Trong những năm qua, việc ứng dụng Trí tuệ
nhân tạo (AI - Artificial Intelligence) vào đời sống
thực tế đã trở nên phổ biến hơn bao giờ hết, đặc
biệt là trong lĩnh vực y tế. Rất nhiều các công
trình nghiên cứu đã được tổ chức nhằm khai thác
tiềm năng của AI cả về chiều ngang (mở rộng các
lĩnh vực ứng dụng) lẫn chiểu sâu (tăng cường sự
hiệu quả trong các lĩnh vực chuyên môn). Trong
đó, lĩnh vực nhận được nhiều sự quan tâm cũng
như đạt được nhiều bước tiến quan trọng đó là
Thị giác máy tính (CV - Computer Vision). Sự
phát triển này giúp giải quyết các bài toán khó
trong công việc cần xử lý ảnh cần tính chuyên
môn cao như xác định khối u trong não thông qua
ảnh chụp cộng hưởng từ (MRI) trở nên thuận tiện
hơn khi giờ đây các bác sĩ đã có các mô hình phân
đoạn (Segmentation) hỗ trợ trong việc tìm vị trí
và hình dạng. Và trong bài báo này, chúng tôi
sẽ tiến hành so sánh hiệu quả giữa các kiến trúc
như U-net, nnU-Net và Swin UNETR trong việc
phân đoạn khối u não thông qua ảnh 3D MRI.
Kết quả của các kiến trúc cho thấy sự vượt trội
của AI trong việc hỗ trợ chẩn đoán khối u não và
hứa hẹn về sự phát triển của AI trong tương lai.

Giới thiệu
Vai trò của U-Net trong xử lý ảnh y tế và
phân đoạn khối u não
Trong thập kỷ vừa qua, Học sâu (Deep Learning) đã
tạo ra một cuộc cách mạng quy mô lớn trong lĩnh vực
xử lý ảnh y tế, đặc biệt là trong các nhiệm vụ có độ khó
cao và đòi hỏi chuyên môn như phân đoạn khối u não
(Liu et al. 2023). Các yêu cầu về tính chính xác trong
việc xác định hình dạng, vị trí và ranh giới của khối u
là vô cùng nghiêm ngặt, bởi đây là yếu tố then chốt để
phác thảo phác đồ điều trị hiệu quả (Gou et al. 2024).
Do đó, việc phát triển một mô hình mạnh mẽ, có khả
năng dự đoán chính xác đã trở thành hướng nghiên cứu
trọng tâm. Trong số các mô hình đã được công bố, U-
Net nổi bật như một giải pháp ưu việt (Ronneberger,
Fischer, and Brox 2015). Phương pháp dựa trên học
sâu này không chỉ cho thấy kết quả thực nghiệm khả

quan mà còn thể hiện khả năng xử lý dữ liệu dạng khối
(volumetric) vượt trội, đáp ứng tốt các thách thức thực
tế trong y học.
Tại sao U-Net nổi bật Kiến trúc U-Net, với cấu
trúc mã hóa-giải mã (encoder-decoder) và các kết nối
bỏ qua (skip connections), được thiết kế đặc biệt phù
hợp cho các bài toán xử lý ảnh y tế. Khác với các
mạng nơ-ron tích chập truyền thống (CNN), U-Net có
khả năng trích xuất đồng thời các đặc trưng cục bộ (ví
dụ: ranh giới khối u) và bối cảnh toàn cục (ví dụ: vị trí
khối u trong não) trong một lần xử lý. Điều này đặc biệt
quan trọng đối với phân đoạn khối u não, vốn thường
có kích thước, hình dạng và cường độ tín hiệu thay đổi
trên các kiểu ảnh MRI như T1ce và T2-FLAIR. Hơn
nữa, U-Net hoạt động hiệu quả ngay cả với dữ liệu có
nhãn hạn chế – một đặc điểm phổ biến trong các tập
dữ liệu y tế, nơi việc gán nhãn ảnh MRI 3D đòi hỏi thời
gian và sự tham gia của các chuyên gia X-quang.
Ứng dụng thực tế U-Net mang lại nhiều ứng dụng
thực tiễn trong y học, đặc biệt trong phân đoạn khối u
não:
• Lập kế hoạch điều trị: Việc phân đoạn chính xác

các vùng khối u (toàn bộ khối u - WT, lõi khối u -
TC, vùng tăng cường - ET) hỗ trợ trực tiếp bác sĩ
trong việc xây dựng phác đồ điều trị cá nhân hóa.
Ví dụ, xác định chính xác vùng ET giúp tối ưu hóa
liệu pháp xạ trị, giảm thiểu tổn thương đến mô lành.

• Hỗ trợ phẫu thuật: Trong phẫu thuật thần kinh,
U-Net cung cấp bản đồ 3D về ranh giới khối u trước
hoặc trong quá trình phẫu thuật, giảm nguy cơ bỏ
sót khối u và cải thiện kết quả cho bệnh nhân.

• Theo dõi bệnh lý: U-Net cho phép phân đoạn khối
u trên nhiều lần chụp ảnh theo thời gian, giúp theo
dõi sự phát triển hoặc co lại của khối u, từ đó đánh
giá hiệu quả điều trị hoặc phát hiện sớm tái phát.

• Nghiên cứu và phát triển thuốc: Trong các thử
nghiệm lâm sàng, U-Net hỗ trợ phân tích định lượng
phản ứng của khối u với các liệu pháp mới, đẩy
nhanh quá trình xác nhận hiệu quả thuốc.

Các vấn đề được giải quyết bởi U-Net U-Net giải
quyết nhiều thách thức thực tế trong phân đoạn khối u
não:
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• Độ phức tạp của khối u: Khối u não, như glioma,
thường có hình dạng không đều, kết cấu không đồng
nhất và tín hiệu chồng lấn với mô lành. U-Net vượt
qua vấn đề này nhờ khả năng trích xuất đặc trưng đa
tỷ lệ, cho kết quả tốt hơn so với phân đoạn thủ công
hoặc các phương pháp truyền thống như ngưỡng hóa
(thresholding).

• Hạn chế về thời gian và chuyên môn: Phân
đoạn thủ công bởi các bác sĩ X-quang tốn thời gian
và dễ xảy ra sai lệch giữa các quan sát viên. U-Net
tự động hóa quy trình này, mang lại kết quả nhất
quán trong vài giây, giảm gánh nặng cho nhân sự y
tế và tăng khả năng mở rộng trong thực tế lâm sàng.

• Xử lý dữ liệu 3D: Các mô hình 2D truyền thống
gặp khó khăn khi xử lý dữ liệu MRI 3D, mất đi bối
cảnh không gian giữa các lát cắt. U-Net 3D xử lý
toàn bộ khối dữ liệu, bảo toàn thông tin độ sâu cần
thiết để định vị khối u chính xác.

• Tính linh hoạt với đa kiểu ảnh: U-Net thích
nghi tốt với dữ liệu đa phương thức (như T1ce, T2-
FLAIR), học được các đặc trưng bổ sung từ mỗi
kiểu ảnh, giúp phân biệt các vùng phụ của khối u
vốn hiển thị khác nhau trên từng phương thức.

Tầm ảnh hưởng rộng lớn hơn Ngoài phân đoạn
khối u não, U-Net đã trở thành nền tảng trong xử lý
ảnh y tế, được áp dụng cho các nhiệm vụ như phân
đoạn gan, phát hiện mạch máu võng mạc, hay phân
tích nốt phổi. Trong bối cảnh khối u não, việc áp dụng
U-Net đã giảm thời gian chẩn đoán, nâng cao độ chính
xác phẫu thuật và cải thiện tỷ lệ sống sót của bệnh
nhân nhờ hỗ trợ can thiệp sớm và chính xác hơn. Với
sự phát triển của tài nguyên tính toán và các tập dữ
liệu như BraTS, U-Net tiếp tục được cải tiến với các
biến thể như 3D U-Net hay Attention U-Net, mở rộng
giới hạn về độ chính xác và hiệu quả.

Trong nghiên cứu này, chúng tôi tập trung so sánh
U-Net với bốn cài đặt khác nhau: 4 lớp (layer) với 32
bộ lọc (filter), 4 lớp với 16 bộ lọc, 5 lớp với 32 bộ lọc,
và 5 lớp với 16 bộ lọc. Mục tiêu của so sánh là xác định
sự ảnh hưởng của các cài đặt kiến trúc đến hiệu quả
phân đoạn, bao gồm độ chính xác, chi phí tính toán và
khả năng ứng dụng trong phân đoạn khối u não 3D.
Bài báo này nhằm trả lời các câu hỏi sau:
• Sự khác biệt trong kiến trúc của U-Net dưới các cài

đặt khác nhau là gì?
• Những khác biệt này ảnh hưởng như thế nào đến độ

chính xác, chi phí tính toán và khả năng ứng dụng
của mô hình trong phân đoạn khối u não 3D?

• Cài đặt nào của U-Net có khả năng cân bằng tối
ưu giữa hiệu suất và yêu cầu tài nguyên trong môi
trường thực tế?

Các đóng góp của chúng tôi được trình bày như sau.
Trước tiên, chúng tôi cung cấp một cái nhìn chi tiết về
tác động của các cài đặt kiến trúc đến hiệu quả phân
đoạn. Tiếp theo, chúng tôi đưa ra so sánh trực quan
dựa trên các phép đo chuẩn, sử dụng tập dữ liệu công

khai BraTS2020 về khối u não. Cuối cùng, chúng tôi
phân tích điểm mạnh và hạn chế của từng cài đặt, từ đó
giúp người đọc có cái nhìn tổng quan về xu hướng phát
triển và ứng dụng của U-Net trong tương lai. Phần còn
lại của bài báo được chia thành các chương như sau:
Chương II tổng hợp các nghiên cứu liên quan và các
điểm khác biệt chính của các cài đặt; Chương III mô tả
các thiết lập và phương pháp thực nghiệm; Chương IV
trình bày, so sánh và phân tích các kết quả thực nghiệm;
Chương V tổng kết và đưa ra định hướng nghiên cứu
trong tương lai.

Nghiên cứu liên quan
Từ những năm 2000, các nhà nghiên cứu đã luôn đi
tìm giải pháp cho bài toán phân đoạn khối u não một
cách tự động, các từ khóa tìm kiếm luôn xoay quanh
”khối u”, ”phát hiện”, ”xử lý ảnh MRI”, v.v... (Liu
et al. 2023). Các nghiên cứu đã có bước đột phá lớn
khi vào năm 2012, từ khóa ”Học sâu” trở thành một xu
hướng nghiên cứu mới (House 2019). Khắc phục được
các nhược điểm vốn có, Học sâu trở nên mạnh mẽ hơn
bao giờ hết và ngày càng được ứng dụng trong nhiều
lĩnh vực. Với sự phát triển đó, vào năm 2012 cuộc thi
”BraTS Challenge” đã ra đời, điều này thu hút các nhà
nghiên cứu tham gia vào phát triển các mô hình mạnh
mẽ. Qua nhiều năm, kỹ thuật phân đoạn đã phát triển
một cách đáng kinh ngạc, chuyển dịch từ các kỹ thuật
Học máy (Machine Learning) (Gou et al. 2024) thống
kê truyền thống sang các phương pháp hiện đại hơn,
với nền tảng là Học sâu.

Các kỹ thuật truyền thống
Ở giai đoạn đầu của nghiên cứu, hầu hết các phương
pháp được sử dụng đều dựa vào kỹ thuật xử lý ảnh
truyền thống như Thiết lập ngưỡng (thresholding) (Sa-
hoo, Soltani, and Wong 1988), Vùng mở rộng (region
growing) (Hojjat and Kittler 1998) và Phát hiện biên
(edge detection) (Konishi et al. 2003). Những phương
pháp này thường yêu cầu phải có các chuyên gia trong
lĩnh vực y học, toán học và máy học bởi việc thí
nghiệm cần phải điều chỉnh các thông số một cách
thủ công, thiết kế đặc trưng (Feature-Based Design)
(Shahin 2008) là một trong số đó. Những phương pháp
này thường bị giới hạn do sự thay đổi trong dữ liệu
(nhiễu, biến thiên,...) khiến chúng gặp trở ngại vì các
thông số cần phải được điều chỉnh chính xác để khớp
với sự thay đổi ấy.

Sự trỗi dậy của Học máy
Học máy mở ra nhiều cơ hội nghiên cứu, với những
phương pháp như Support Vector Machine (SVM)
(Theodoros and Massimiliano 2001) và Rừng ngẫu
nhiên (Random Forests) (Breiman 2001). Những
phương pháp này có khả năng học từ dữ liệu được gán
nhãn, giúp tăng khả năng thích nghi với dữ liệu, tuy
nhiên vẫn còn yêu cầu việc thiết kế các đặc trưng một
cách thủ công và tiền xử lý dữ liệu.



Hình 1: Kiến trúc cơ bản của U-Net bao gồm 2 bộ mã hóa và giải mã đối xứng cùng với các đường liên kết

Kỷ nguyên học sâu
Đột phá quan trọng nhất khi Mạng thần kinh tích chập
(CNNs - Convolutional Neural Networks) (O’Shea and
Nash 2015) ra đời và được ứng dụng cho công việc phân
đoạn. Sức mạnh và khả năng của CNNs vào thời điểm
đó được xem là tân tiến nhất (SOTA - State-of-the-
art) và được chấp nhận rộng rãi trong lĩnh vực Thị giác
máy tính nói riêng. Được lấy cảm hứng sâu sắc từ CNN,
kiến trúc U-Net (Ronneberger, Fischer, and Brox 2015)
là bước ngoặc khi đưa vào cấu trúc mã hoá - giải mã đối
xứng, giúp mô hình nắm bắt được từ thông tin toàn cục
cho đến thông tin cục bộ. U-Net và các biến thể của nó
nghiễm nhiên trở thành tiêu chuẩn cho Phân đoạn ảnh
y học dựa trên khả năng học các biểu diễn đặc trưng
một cách mạnh mẽ từ một lượng dữ liệu giới hạn.

Các tiến bộ gần đây
Dựa trên sự thành công của U-Net, nhiều cải tiến và
biến thể của kiến trúc này đã được đề xuất nhằm tối
ưu hóa hiệu quả phân đoạn cho các ứng dụng khác
nhau như nnU-Net (Isensee et al. 2018), Swin UNETR
(Hatamizadeh et al. 2022),... Các biến thể tập trung
vào việc điều chỉnh cấu trúc mạng, số lượng lớp và
bộ lọc, cũng như cải tiến các bước tiền xử lý, nhằm
đáp ứng tốt hơn các yêu cầu của nhiệm vụ phân đoạn,
đặc biệt là trên dữ liệu ảnh MRI 3D. Mặc dù Đã có
rất nhiều bài khảo sát được thực hiện (Bakas et al.
2019; Tirivangani and Serestina 2021; Kaifi 2023; Liu
et al. 2023; Gou et al. 2024; Ragba, Boulaalam, and

Bellamine 2024) nhưng các phương pháp so sánh chưa
cung cấp được cái nhìn sâu sắc vào cách các cấu hình
khác nhau sẽ có ảnh hưởng như thế nào đến kết quả,
cũng như hiệu suất của mô hình U-Net trên tập dữ liệu
MRI 3D. Sự thiếu sót này cho thấy sự cần thiết của
một bài thực nghiệm toàn diện, giúp đánh giá được sức
mạnh, hạn chế và cách triển khai của những cấu hình
khác nhau, mở đường cho các hướng nghiên cứu chuyên
sâu hơn trong tương lai cho việc áp dụng lâm sàng.

Phương pháp
1. Xác định vấn đề
Phân đoạn khối u não đề ra một thử thách to lớn trong
lĩnh vực chẩn đoán và lên phác đồ điều trị trong y
học vì tính chất phức tạp và sống còn của nó. Việc
xác định xác định và phân đoạn chính xác khôi u não
từ ảnh xung (modality) y học, như là Ảnh chụp Cộng
hưởng từ (MRI - Magnetic Resonance Imaging) là vô
cùng quan trọng cho giai đoạn chẩn đoán hiệu quả, lên
kế hoạch phẫu thuật và giám sát hiệu quả điều trị. Tuy
nhiên, việc phân đoạn khối u não một cách thủ công
trên dữ liệu hình ảnh 3D là một công việc tốn nhiều
thời gian, dễ xảy ra sai sót do thao tác của con người,
và đặc biệt nhất là thiên kiến của chuyên viên phân tích
(Liu and Xu 2024). Việc tồn tại một phương pháp tự
động thường bị cản trở bởi một thực tế - các khối u có
sự bất định/ bất đồng về hình dáng, kích thước và kết
cấu. Cũng như các yếu tố trong quá trình thu thập dữ
liệu như: nhiễu, lỗi thao tác,... Thúc đẩy bởi các động



lực nhằm vượt qua các khó khăn ấy, các nhà khoa học
luôn tìm kiếm một phương pháp mạnh mẽ, hiệu quả và
chính xác để tự động hoá phân đoạn khối u não trên
dữ liệu 3D, cải thiện các quy trình y học, tăng cường
độ chính xác của việc chẩn đoán và tạo ra kết quả điều
trị tốt hơn.

2. Nghiên cứu về dữ liệu

Trong bài báo cáo này, chúng tôi sẽ sử dụng BraTS2020
- một bộ dữ liệu toàn diện các bản quét (scan) của nhiều
tổ chức được chọn lọc cho nhiệm vụ phân đoạn khối u
não (Menze et al. 2015). Mỗi mẫu trong tập dữ liệu là
một hình ảnh lập thể (volumetric), được thu thập bằng
cách dùng đa chuỗi xung (modalities) MRI bao gồm
T1W, T1ce, T2W, FLAIR (Cung 2023). Những xung
này cung cấp độ tương phản đa dạng, tạo điều kiện
thuận lợi trong việc khoanh vùng chính xác khu vực u
não (Pichaivel et al. 2022). Dữ liệu được cung cấp dưới
dạng một thư mục lớn, trong đó có các thư mục con là
một ca bệnh, với mỗi ca bệnh bao gồm 5 tệp tin định
dạng Nifti (.nii.gz) - định dạng lưu trữ tiện lợi và phổ
biến cho dữ liệu dạng khối MRI (Rizwan I Haque and
Neubert 2020). Bốn tập tin với tên gọi lần lượt là: t1
(T1W), t2 (T2W), t1ce (T1ce), flair (FLAIR) cùng với
tập tin seg (Segmentation) đại diện cho vùng u não đã
được đánh nhãn bởi chuyên gia dùng để so sánh với kết
quả dự đoán của mô hình để đánh giá hiệu quả của mô
hình.

Về quy trình đánh nhãn, tất cả nhãn trong dữ liệu đều
được đánh thủ công bởi một đến bốn chuyên gia (tuỳ
thuộc vào cơ quan) với cùng một giao thức (protocol),
và kết quả của họ sẽ được được duyệt bởi một chuyên
gia thần kinh có kinh nghiệm. Nhãn sẽ được quy định
như sau: Khối u tăng cường GD (ET — nhãn 4), Phù
quanh khối u (ED — nhãn 2), Lõi khối u hoại tử và
không tăng cường (NCR/NET — nhãn 1), Phần còn
lại được chú thích là mô lành (Nền — nhãn 0). Dữ
liệu được cung cấp sau khi đã tiền xử lý, như nội suy
để đảm bảo cùng độ phân giải (1 mm3), loại bỏ xương
sọ,... Thông thường, tất cả các xung sẽ được sử dụng
để có cái nhìn tổng quát về khu vực xuất hiện khối u
bởi mỗi xung sẽ làm nổi bật một vùng khác nhau của
não, giúp các bác sĩ phát hiện và phân tích khu vực
xuất hiện bất thường. Tuy nhiên, vì chúng tôi đang
làm việc với công cụ tự động lấy AI làm nền tảng, việc
dùng cả bốn sẽ khiến công việc tính toán của máy tính
trở nên khó khăn hơn. Để đạt được hiệu quả cao nhất,
chúng tôi sẽ giảm số lượng xung sử dụng nhưng vẫn sẽ
đảm bảo kết quả đầu ra. Với đặc tính tự nhiên của u
não, dữ liệu được gán nhãn sẽ xuất hiện hiện tượng mất
cân bằng giữa các nhãn do các khối u chỉ chiếm phần
trăm rất nhỏ trong não (nhỏ hơn 5%) và có khả năng
nằm phân tán, trong khi đó các tế bào não khoẻ mạnh
thì lại chiếm phần lớn. Để vượt qua được vấn đề này,
chúng tôi sẽ tiếp tục đào sâu hơn vào dữ liệu.

3. Tìm hiểu về các đặc trưng
Để có cái nhìn rõ ràng hơn về tập dữ liệu được sử dụng,
chúng ta sẽ tiến hành kiểm tra hình dạng (shape) của
hình ảnh quét và nhãn của nó. Trong tập dữ liệu này,
tất cả các xung và nhãn đều có chung chiều không gian,
đảm bảo sự nhất quán giữa các hình ảnh. Mỗi hình ảnh
được tổ chức dưới dạng hình ảnh 3 chiều (3D) với chiều
không gian được mô tả là

𝑊 × 𝐻 × 𝐷 (1)

trong đó:
• 𝑊 đại diện cho chiều rộng (số lượng điểm ảnh theo

chiều ngang),
• 𝐻 đại diện cho chiều cao (số lượng điểm ảnh theo

chiều dọc),
• 𝐷 đại diện cho chiều sâu (số lượng điểm ảnh theo

chiều sâu).
Để dễ hình dung, một mẫu trong tập dữ liệu BraTS20
có hình dạng

240 × 240 × 155
cho thấy rằng mỗi khối dữ liệu bao gồm 155 lát cắt theo
chiều sâu, với mỗi lát cắt tương ứng với 240 × 240 điểm
ảnh như trong Hình 2. Những hình ảnh 3D này được
chụp theo cấu trúc tự nhiên của cơ thể người và được
chia thành 3 mặt cắt chính thường sử dụng trong ảnh y
tế: axial, coronal và sagittal như thể hiện trong Hình 3.
Mỗi mặt cắt sẽ cung cấp một cách nhìn khác nhau về
bộ não, giúp bác sĩ dễ dang phân tích cấu trúc và phát
hiện sự bất thường. Một đặc điểm nữa của dữ liệu này
đó là sự xuất hiện của các hình ảnh đen ở hai đầu của
mỗi khối (tính theo chiều sâu) như trong Hình 4 mô tả.
Nguyên nhân của việc này là do trong quá trình quét,
các lát cắt ở đầu và cuối chưa xuất hiện não, dẫn đến
hình ảnh không chứa bất cứ thông tin nào.

4. Thao tác với đặc trưng
Trong quá trình xử lý và chuẩn bị dữ liệu từ tập
BraTS2020, chúng tôi đã đưa ra các quyết định quan
trọng liên quan đến việc lựa chọn các đặc trưng hình ảnh
và cách xử lý chúng để tối ưu hóa hiệu suất của mô hình
học máy. Cụ thể, chúng tôi quyết định sử dụng hai loại
hình ảnh MRI là T1ce (T1-weighted contrast-enhanced)
và T2-FLAIR (T2-weighted Fluid-Attenuated Inversion
Recovery) cho việc huấn luyện mô hình. Đồng thời, để
đảm bảo chất lượng dữ liệu đầu vào, chúng tôi cũng
tiến hành loại bỏ các lát cắt (slices) không chứa thông
tin hữu ích, chẳng hạn như các lát cắt chỉ bao gồm nền
hoặc không có vùng khối u. Những thao tác này không
chỉ giúp cải thiện khả năng học của mô hình mà còn
đảm bảo dữ liệu đầu vào phù hợp với kiến trúc mô hình,
như sẽ được trình bày chi tiết hơn ở các phần sau. Dưới
đây là lý do cụ thể cho các lựa chọn này:
• Lựa chọn T1ce thay vì T1: Chúng tôi quyết định

không sử dụng hình ảnh T1 (T1-weighted) vì T1ce,
phiên bản tăng cường độ tương phản của T1, cung
cấp thông tin rõ ràng và chi tiết hơn về các vùng
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Hình 2: Lát cắt so sánh trực quan giữa các xung và nhãn đã được đánh bởi chuyên gia

bất thường, đặc biệt là các khối u não. Trong T1ce,
chất tương phản (thường là gadolinium) được tiêm
vào bệnh nhân trước khi chụp MRI, giúp làm nổi
bật các vùng có mạch máu bất thường, chẳng hạn
như khối u, nhờ sự tăng cường tín hiệu ở những khu
vực này. So với T1, T1ce cho phép mô hình dễ dàng
xác định ranh giới và đặc điểm của khối u hơn, từ đó
cải thiện độ chính xác trong việc phân đoạn và nhận
diện. Việc loại bỏ T1 giúp giảm bớt sự dư thừa dữ
liệu, tập trung vào các đặc trưng có giá trị cao hơn
cho bài toán.

• Lựa chọn T2-FLAIR thay vì T2: Hình ảnh T2
(T2-weighted) không được sử dụng vì đặc tính của
loại xung này nhấn mạnh vào các vùng chứa chất
dịch trong não, chẳng hạn như dịch não tủy (cere-
brospinal fluid - CSF) hoặc phù nề. Điều này có thể
tạo ra nhiễu, làm lu mờ các đặc trưng quan trọng
của khối u và ảnh hưởng tiêu cực đến độ chính xác
của mô hình. Ngược lại, T2-FLAIR là một lựa chọn
thay thế vượt trội vì nó sử dụng kỹ thuật đảo ngược
tín hiệu (inversion recovery) để triệt tiêu tín hiệu
từ chất dịch, giúp làm nổi bật các vùng bất thường
như khối u hoặc phù nề liên quan đến khối u. Nhờ

khả năng loại bỏ các tín hiệu không cần thiết, T2-
FLAIR cung cấp hình ảnh rõ ràng hơn về các khu
vực bị ảnh hưởng, từ đó hỗ trợ mô hình trong việc
xác định và phân đoạn khối u một cách chính xác
hơn. Việc ưu tiên T2-FLAIR thay vì T2 không chỉ
giảm thiểu nhiễu mà còn tăng cường khả năng tập
trung của mô hình vào các đặc trưng liên quan trực
tiếp đến bài toán.

Việc lựa chọn chỉ sử dụng T1ce và T2-FLAIR không
chỉ giúp cân bằng giữa độ chính xác và hiệu quả tính
toán mà còn giảm thiểu sự phức tạp trong quá trình
xử lý dữ liệu. Bằng cách loại bỏ các loại hình ảnh ít
giá trị hơn (T1 và T2) và các lát cắt không chứa thông
tin, chúng tôi giảm được khối lượng dữ liệu cần xử lý,
từ đó tăng tốc độ huấn luyện và kiểm thử mà vẫn duy
trì được độ tin cậy của mô hình. Quyết định này cũng
phù hợp với các nghiên cứu trước đây trong lĩnh vực
phân đoạn khối u não, nơi T1ce và T2-FLAIR thường
được ưu tiên do khả năng cung cấp thông tin bổ sung
và tương phản cao. Để đảm bảo quá trình huấn luyện
diễn ra ổn định và hiệu quả, chúng tôi áp dụng phương
pháp chuẩn hóa Min-Max để đưa phân bố giá trị dữ
liệu gốc về khoảng [0, 1]. Phương pháp này được lựa
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Hình 3: Hình ảnh ba mặt phẳng (axial, sagittal, coronal) của khối MRI 3D T1ce, thể hiện cấu trúc giải phẫu từ dữ
liệu đầu vào dùng cho các cấu hình 4L-16F, 4L-32F, 5L-16F và 5L-32F.

T t c  các lát c t T1ce Lát c t T1ce t  50 n 105

Hình 4: Hình ảnh so sánh Montage đầy đủ và Montage với lát cắt từ 50 đến 105 của khối MRI 3D T1ce, hiển thị
toàn bộ cấu trúc giải phẫu từ dữ liệu đầu vào cho các cấu hình 4L-16F, 4L-32F, 5L-16F và 5L-32F.

chọn dựa trên đặc tính của dữ liệu hình ảnh MRI trong
tập BraTS2020. Cụ thể, giá trị nhỏ nhất trong các hình
ảnh MRI thường là 0 (tương ứng với các vùng không
có tín hiệu), trong khi giá trị lớn nhất có thể thay đổi
đáng kể giữa các bệnh nhân hoặc các khối u do sự khác
biệt về thiết bị chụp, giao thức chụp, hoặc đặc điểm
sinh học của khối u. Sự không đồng nhất này có thể
gây ra bất ổn định trong quá trình huấn luyện, đặc biệt
khi mô hình phải xử lý các giá trị đầu vào nằm trong
các miền giá trị khác nhau. Chuẩn hóa Min-Max giải
quyết vấn đề này bằng cách ánh xạ tuyến tính toàn bộ
giá trị pixel về khoảng [0, 1], giúp mô hình dễ dàng
học các đặc trưng mà không bị ảnh hưởng bởi sự khác
biệt về thang giá trị. So với các phương pháp chuẩn
hóa khác, chẳng hạn như chuẩn hóa Z-score, Min-Max
đặc biệt phù hợp với dữ liệu MRI vì nó bảo toàn tính
chất không âm của dữ liệu và không yêu cầu giả định

về phân bố chuẩn của dữ liệu. Kết quả là, quá trình
huấn luyện trở nên ổn định hơn, và mô hình có thể hội
tụ nhanh hơn đến một giải pháp tối ưu.

5. Phân chia dữ liệu
Để tận dụng tối đa lượng dữ liệu lớn từ tập BraTS2020,
bao gồm thông tin từ 369 bệnh nhân, chúng tôi tiến
hành phân chia tập dữ liệu thành ba phần chính: tập
huấn luyện (250 bệnh nhân), tập xác thực (74 bệnh
nhân) và tập kiểm tra (45 bệnh nhân). Việc phân chia
này không chỉ đảm bảo sự cân đối trong việc sử dụng
dữ liệu mà còn đóng vai trò quan trọng trong việc xây
dựng và đánh giá mô hình học máy một cách hiệu quả.
Dưới đây là lý do và ý nghĩa chi tiết của việc phân chia
tập dữ liệu thành ba phần này:
• Tập huấn luyện (Training Set): Đây là tập dữ

liệu lớn nhất, chiếm 250 bệnh nhân, tương đương



khoảng 68% tổng số dữ liệu. Lý do tập huấn luyện
cần được phân bổ nhiều nhất là vì nó đóng vai trò
cốt lõi trong việc huấn luyện mô hình. Cụ thể, dữ
liệu trong tập này được sử dụng để cập nhật các
trọng số (weights) của mô hình thông qua quá trình
học có giám sát. Quá trình này đòi hỏi một lượng
lớn dữ liệu có gán nhãn (labeled data) để mô hình
có thể học được các đặc trưng phức tạp, chẳng hạn
như ranh giới của khối u não trong hình ảnh y khoa.
Khi mô hình dự đoán sai, các sai lệch này sẽ được sử
dụng để điều chỉnh và cải thiện hiệu suất qua từng
vòng lặp (iteration). Nếu tập huấn luyện quá nhỏ,
mô hình có thể không học đủ các mẫu đa dạng, dẫn
đến hiệu suất kém khi áp dụng thực tế.

• Tập xác thực (Validation Set): Tập xác thực bao
gồm 74 bệnh nhân, chiếm khoảng 20% dữ liệu, được
thiết kế để theo dõi và đánh giá hiệu quả của quá
trình huấn luyện mà không trực tiếp tham gia vào
việc cập nhật trọng số. Vai trò của tập này đặc biệt
quan trọng trong các bài toán yêu cầu độ chính xác
cao và khả năng tổng quát hóa tốt, chẳng hạn như
nhận diện khối u não. Trong quá trình huấn luyện,
mô hình có thể dễ dàng bị quá khớp (overfitting),
tức là học quá tốt các đặc điểm của tập huấn luyện
nhưng lại không hiệu quả trên dữ liệu mới. Tập xác
thực giúp phát hiện vấn đề này bằng cách cung cấp
một tập dữ liệu độc lập để đo lường hiệu suất thực tế
của mô hình trong suốt quá trình huấn luyện. Ngoài
ra, tập xác thực còn hỗ trợ người phát triển điều
chỉnh các siêu tham số (hyperparameters) như tốc
độ học (learning rate), số lượng lớp (layers) trong
mạng nơ-ron, hoặc các tham số regularization. Việc
này giúp đảm bảo mô hình không chỉ hoạt động tốt
trên dữ liệu huấn luyện mà còn có khả năng ứng
dụng thực tiễn.

• Tập kiểm tra (Test Set): Tập kiểm tra, với 45
bệnh nhân (khoảng 12% dữ liệu), được sử dụng sau
khi quá trình huấn luyện hoàn tất. Mục tiêu chính
của tập này là đánh giá khả năng tổng quát của mô
hình trên dữ liệu hoàn toàn mới, chưa từng được mô
hình tiếp xúc trong bất kỳ giai đoạn nào trước đó.
Điều này đặc biệt quan trọng trong các ứng dụng y
khoa như phân tích hình ảnh khối u não, nơi mà hiệu
suất thực tế của mô hình cần được kiểm chứng một
cách khách quan. Kết quả từ tập kiểm tra cung cấp
cái nhìn toàn diện về khả năng của mô hình trong
việc xử lý các trường hợp thực tế, từ đó giúp đánh
giá xem mô hình có thể được triển khai trong môi
trường lâm sàng hay không. Việc giữ tập kiểm tra
tách biệt khỏi các giai đoạn huấn luyện và xác thực
đảm bảo tính công bằng và độ tin cậy của quá trình
đánh giá.

Thiết kế phân chia dữ liệu này không phải là ngẫu nhiên
mà đã được thử nghiệm và kiểm chứng trong nhiều
nghiên cứu trước đây, nhằm tối ưu hóa hiệu quả của
mô hình học máy (Xu and Goodacre 2018). Tỷ lệ phân
chia 68%-20%-12% không chỉ phản ánh sự cân đối giữa
việc học, điều chỉnh và đánh giá mà còn phù hợp với

kích thước của tập dữ liệu BraTS2020. Trong thực tế,
việc phân chia này có thể được điều chỉnh linh hoạt tùy
thuộc vào đặc điểm của bài toán hoặc yêu cầu cụ thể,
nhưng với bài toán nhận diện khối u não, cách tiếp cận
hiện tại đã chứng minh được tính hiệu quả trong việc
nâng cao độ chính xác và khả năng tổng quát hóa của
mô hình.

6. Thiết kế mô hình
Để giải quyết vấn đề của Phân đoạn khối u não thông
qua ảnh 3D MRI, chúng tôi sẽ sử dụng kiến trúc 3D U-
Net - một mô hình Fully Convolutional Neural Network
thích hợp cho việc phân tích dữ liệu ảnh y tế dạng
khối vì khả năng nắm bắt được ngữ nghĩa về không
gian (spatial context) và khôi phục được các chi tiết
bị làm mịn thông qua thiết kế kết nối liên thông (skip
connection) (Xu et al. 2024). Mô hình được thiết kế để
dữ lý các khối con (patch) có hình dạng là 128 × 128 ×
128 × 2, được tách ra từ khối dữ liệu gốc với 2 kênh
tương ứng với 2 xung đã được chồng lên nhau. Kết quả
đầu ra có hình dạng 128 × 128 × 128 × 𝐾 với 𝐾 là số
lượng lớp phân đoạn (ở đây là bốn lớp như đã trình bày
trước đây). Kiến trúc này được xây dựng dựa theo U-
Net nguyên bản, bao gồm Downsampling, Bottleneck và
Upsampling. Điểm nổi bật của mô hình này là các kết
nối liên thông, giúp lan truyền trực tiếp các đặc trưng
từ quá trình Downsampling đến Upsampling giúp mô
hình học hiệu quả hơn.

Quá trình Downsampling bao gồm một loạt các khối
tích chập (convolutional), với mỗi khối bao gồm 2 lớp
tích chập 3D với kernel có kích cỡ 3 × 3 × 3, hàm kích
hoạt ReLU, padding là ’same’ để giữ được chiều không
gian của đặc trưng trong mỗi khối. Mỗi khối được kết
thúc bằng một Max-Pooling có kích cỡ 2 × 2 × 2 nhằm
giảm chiều không gian đặc trưng xuống một nửa qua
mỗi tầng (ví dụ, từ 128 × 128 × 128 xuống 64 × 64 ×
64). Bottleneck được đặt ở tầng sâu nhất, bao gồm
2 lớp tích chập nhưng không pooling hay upsampling,
xem như là cầu nối giữa 2 quá trình Downsampling và
Upsampling. Quá trình Upsampling cũng diễn ra tương
tự như Downsampling nhưng ngược lại, sử dụng 2×2×2
Upsampling để gấp đôi không gian đặc trưng, kế đến
là lớp tích chập để lọc đặc trưng. Kết nối liên thông
liên kết đặc trưng từ quá trình Downsampling với đặc
trưng trong quá trình Upsampling, giúp khôi phục lại
các chi tiết bị mất đi trong quá trình pooling. Ở lớp
cuối cùng được cài đặt một lớp tích chập 1 × 1 × 1 với
hàm kích hoạt Softmax, từ đó chuyển đổi các đặc trưng
thành xác suất của 𝐾 lớp.

Để tối ưu mô hình cho công việc phân đoạn trên ảnh
3D MRI mà vẫn đạt được hiệu quả tính toán và hiệu
suất, chúng tôi sẽ thử nghiệm bốn cấu hình bằng cách
can thiệp vào chiều sâu (số lượng lớp) và chiều rộng (số
lượng bộ lọc) của mạng:
• 4 lớp, 16 bộ lọc: Quá trình Downsampling và Up-

sampling bao gồm 4 tầng, bắt đầu với 16 bộ lọc ở
tầng đầu tiên, gấp đôi ở các tầng tiếp theo (16, 32,
64, 128), và cũng áp dụng tương đương cho quá trình



Upsampling. Bottleneck sẽ sử dụng 256 bộ lọc.
• 4 lớp, 32 bộ lọc: Tương tự như cấu hình trước nhưng

thiết kế tăng cường chiều rộng, bắt đầu với 32 bộ lọc
(32, 64, 128, 256) và Bottleneck là 256 bộ lọc.

• 5 lớp, 16 bộ lọc: Mở rộng chiều sâu thành 5 tầng với
mỗi quá trình. Bộ lọc được sử dụng tăng dần từ 16,
32, 64, 128, 256 và Bottleneck là 512 bộ lọc.

• 5 lớp, 32 bộ lọc: Là sự kết hợp giữa việc tăng cường
theo chiều sâu và chiều rộng, với bộ lọc bắt đầu với
32, và tăng dần 64, 128, 256, 512 và Bottleneck là
1024 bộ lọc.

Trong tất cả cấu hình, việc sử dụng lớp đệm ’same’ đảm
bảo chiều không gian đặc trưng giảm và khôi phục một
cách ăn khớp xuyên suốt mạng, loại bỏ sự cần thiết của
việc cắt bỏ hoặc phải đệm không (zero-padding) vào lớp
đặc trưng để đảm bảo sự động nhất. Đồng thời, tham
số Dropout cũng được sử dụng ở mức 0.5 tại Bottleneck
để tránh việc gặp phải quá khớp, đặc biệt là với việc
dữ liệu có đa chiều như ảnh MRI 3D.

Tất cả những cấu hình này giúp chúng tôi nghiên cứu
được sự được-mất giữa khả năng của mô hình, sự phức
tạp trong tính toán, và độ chính xác trong việc phân
đoạn. Về mặt lý thuyết, mô hình ”nông” hơn (4 lớp) với
ít bộ lọc hơn (16 bộ lọc) ưu tiên độ hiệu quả, thường
phù hợp cho các môi trường mà lượng tài nguyên bị
hạn chế. Trong khi đó mô hình ”sâu” hơn (5 lớp) và
rộng hơn (32 bộ lọc) giúp mô hình tăng cường một cách
mạnh mẽ khả năng biểu diễn nhưng đánh đổi bằng việc
tiêu tốn nhiều tài nguyên hơn. Việc huấn luyện được
thực hiện trên một quy trình đồng nhất, với dữ liệu
huấn luyện, đánh giá và kiểm thử là như nhau, ngoài
ra các tham số như số vòng huấn luyện (epochs), bộ tối
ưu hóa (optimizer) đều cùng sử dụng chung.

7. Phương thức đánh giá
Để đánh giá khả năng của mô hình 3D U-Net cho công
việc Phân đoạn khối u não, chúng tôi sử dụng Hàm
mất mát (loss) kết hợp trong quá trình huấn luyện và
phương thức được thiết kế riêng cho quá trình kiểm
thử. Mô hình được huấn luyện để tối ưu hàm mất mát
kết hợp, giúp cân bằng độ chính xác trong phân đoạn
và phân bố xác suất giữa các lớp, phù hợp cho đa lớp
trong bài toán phân đoạn khối u não.

Hàm mất mát trong huấn luyện được định nghĩa là
sự kết hợp của Soft Dice và Categorical Cross-entropy,
với tỷ lệ alpha là 0.5 để cân bằng 2 hàm mất mát này:

ℒtotal = 𝛼 ⋅ ℒSoft Dice + (1 − 𝛼) ⋅ ℒCCE, 𝛼 = 0.5 (2)

• Hàm mất mát Soft Dice (ℒSoft Dice): Hàm mất mát
Soft Dice là một nhánh từ hàm Dice với hệ số tương
quan, được sử dụng để đo độ trùng lắp giữa vùng dự
đoán và vùng thực tế (ground-truth). Với bài toán
đa lớp cho 𝐾 lớp, hàm Soft Dice được tính bằng cách

ℒsoft Dice = 1 − 1
𝐾

𝐾
∑
𝑘=1

2 ∑𝑖 𝑝𝑖,𝑘𝑔𝑖,𝑘 + 𝜖
∑𝑖 𝑝2

𝑖,𝑘 + ∑𝑖 𝑔2
𝑖,𝑘 + 𝜖 (3)

với 𝑝𝑖,𝑘 là xác suất được dự đoán cho lớp 𝑘 tại vị
trí 𝑖, 𝑔𝑖,𝑘 là giá trị thực tế ở dạng nhị phân (1 nếu
𝑖 thuộc lớp 𝑘, ngược lại là 0), và 𝜖 = 1𝑒 − 5 là một
hằng số nhỏ được thêm vào nhằm ngăn việc chia cho
không. Về mặt ý nghĩa, công thức này khuyến khích
sự trùng lắp các vùng giữa dự đoán và thực tế. Điều
này khiến nó hiệu quả trong việc giải quyết vấn đề
mất cân bằng giữa các lớp trong các nhiệm vụ liên
quan đến ảnh y tế như phân đoạn khối u.

• Categorical Cross-Entropy (ℒCCE): Hàm mất mát
này khuyến khích việc đưa ra xác suất chính xác cho
vị trí 𝑖 giữa tất cả các lớp.

ℒCCE = − 1
𝑁

𝑁
∑
𝑖=1

𝐾
∑
𝑘=1

𝑔𝑖,𝑘 log(𝑝𝑖,𝑘) (4)

với 𝑁 là tổng số lượng voxels trong một khối đầu
vào. Hàm mất mát này hoàn thiện hàm Soft Dice
bằng cách phạt việc phân lớp sai, tăng cường khả
năng phân biệt những vùng nhỏ trong khu vực khối
u của mô hình.

Hàm mất mát kết hợp điểm mạnh của cả hai thành
phần: Soft Dice ưu tiên sự trùng lắp trong không gian,
thiết yếu cho chất lượng phân đoạn, trong khi đó Cross-
Entropy đảm bảo khả năng phân lớp đầu ra. Trọng số
được thiết lập là 0.5 (𝛼 = 0.5) để cân bằng cả hai,
nhưng trong tương lai chúng tôi có thể sẽ nghiên cứu
thêm tiềm năng của hàm mất mát này thông qua nhiều
giá trị 𝛼 khác nhau.

Trong quá trình huấn luyện, chúng tôi giám sát hiệu
quả thông qua việc tính điểm chính xác (1 − ℒtotal) để
theo dõi hiệu quả phân đoạn trên tập xác thực. Điểm
chính xác cung cấp một phương thức tính toán trực tiếp
trên chất lượng của vùng trùng lắp, được tính dựa trên
các lớp và trung bình giữa các lớp với mỗi mẫu huấn
luyện. Điều này giúp dẫn dắt mô hình đi theo đúng
con đường đến điểm tối ưu, ngoài ra còn hỗ trợ giám
sát để thực hiện dừng huấn luyện sớm nếu mô hình có
dấu hiệu ngừng cải thiện.

Để đánh giá hiệu suất đầu ra sau khi đã hoàn thành
huấn luyện trên tập kiểm thử, chúng tôi tính trung bình
điểm chính xác cho ba phân vùng của khối u: Toàn bộ
khối u (WT - Whole Tumor), Lõi khối u (TC - Tumor
Core), và Vùng trương phù (ET - Enhancing Tumor).
Phương pháp này tuân theo tiêu chuẩn đánh giá của
Phân đoạn khối u não (thường được sử dụng trong các
bài báo cáo cho thử thách BraTS). Những vùng này
được lấy ra từ dự đoán của mô hình bằng cách tổng
hợp các lớp cần thiết (ví dụ, WT tổng hợp bởi tất cả
các lớp, TC loại trừ vùng ảnh hưởng, và ET tập trung
vào vùng trương phù của khối u). Với mỗi mẫu trong
tập kiểm tra, điểm chính xác được tính bằng cách

Dice𝑘 = 2 ∑𝑖 𝑝𝑖,𝑘𝑔𝑖,𝑘
∑𝑖 𝑝2

𝑖,𝑘 + ∑𝑖 𝑔2
𝑖,𝑘

, 𝑘 ∈ {WT, TC, ET} (5)

Những điểm này được tính dựa trên toàn bộ mẫu trong
tập kiểm tra, và trung bình cho WT, TC, ET sẽ được



báo cáo như phương pháp đánh giá chính cho mô hình.
Những hệ đo này phản ánh khả năng của mô hình trong
việc phân đoạn một cách chính xác giữa các vùng con
của khối u, cung cấp một cái nhìn khách quan cho hiệu
năng trong các điều kiện phức tạp khác nhau. Để đảm
bảo sức mạnh của mô hình, tập kiểm tra sẽ được xử lý
trong một lần, và tập hợp kết quả dự đoán để cho ra
điểm đánh giá ổn định và khách quan. Phương pháp
đánh giá này phù hợp với mức độ quan trọng của việc
xác định được chính xác khối u và cung cấp khả năng
so sánh với các phương pháp khác.

Kết quả thực nghiệm
Chúng tôi đánh giá hiệu suất của bốn cấu hình cho mô
hình 3D U-Net dựa trên các phương pháp được thiết kế
cho bài toán Phân đoạn khối u não trên ảnh 3D MRI
như đã trình bày trước đó. Quá trình này được thực
hiện trên bốn cấu hình: 4 lớp và 16 bộ lọc (4L-16F), 4
lớp và 32 bộ lọc (4L-32F), 5 lớp và 16 bộ lọc (5L-16F),
and 5 lớp và 32 bộ lọc (5L-32F), cân nhắc đến cả quá
trình huấn luyện và kết quả cuối cùng trên tập kiểm
thử. Phân tích quá trình huấn luyện bao gồm các yếu
tố như thời gian huấn luyện, số lượng các tham số, và
quy luật hội tụ, đảm bảo so sánh công bằng giữa các
cấu hình. Ngoài ra như đã đề cập ở phần trước, hiệu
quả trên tập kiểm thử sẽ được đo lường bằng cách dùng
điểm chính xác trung bình cho WT, TC, ET. Ở chương
này chúng tôi sẽ trình bày một bản kết quả thí nghiệm
chi tiết giữa các khía cạnh này.

Quá trình huấn luyện bốn mô hình 3D U-Net - 4L-
16F, 4L-32F, 5L-16F, và 5L-32F - được thực hiện trên
Kaggle và sử dụng GPU P100, với mỗi mô hình được
huấn luyện cùng số lượng epochs (20). Việc này giúp so
sánh trực tiếp về sức nặng tính toán giữa các mô hình
trở nên trực quan hơn, được phản ảnh qua số lượng
tham số và thời gian huấn luyện trong Bảng 1. Chúng
tôi sẽ tiếp tục phân tích việc gia tăng chiều sâu (số lượng
lớp) và chiều rộng (số lượng bộ lọc) có ảnh hưởng thế
nào đến quá trình huấn luyện. Số lượng tham số/ trọng
số điều chỉnh được phản ánh độ phức tạp của mô hình.
Việc tăng số lượng bộ lọc từ 16 lên 32 trong cùng kiến
trúc bốn lớp khiến số lượng tham số tăng từ 5.6 triệu
lên 22.6 triệu, xấp xỉ bốn lần. Trong khi đó, việc tăng
số lượng lớp nhưng giữ nguyên số lượng bộ lọc là 16
(4L-16F thành 5L-16F) cũng tăng số lượng tham số lên
22.6 triệu, cho thấy là việc thêm một lớp và tăng 16 bộ
lọc đóng góp một lượng tham số gần như nhau. Cuối
cùng, cấu hình 5L-32F, với sự gia tăng cả về số lượng
lớp và bộ lọc, đạt được 90.5 triệu tham số - xấp xỉ gấp
bốn lần 5L-16F hoặc 4L-32F - tương đương với tăng
theo hệ số bình phương. Trong khi số lượng tham số
phản ánh kích thước của mô hình, thời gian huấn luyện
cho thấy độ hiệu quả trong tính toán. Mô hình mỏ
nhất, 4L-16F, huấn luyện nhanh nhất với thời gian đạt
3.9 giờ, được xem như là mô hình cơ bản. Tiếp tục
tăng số lượng bộ lọc lên 32 (4L-32F) khiến thời gian
huấn luyện tăng lên, chạm mức 6.8 giờ - tăng 74% -
dù cho số lượng tham số tăng gấp bốn lần, cho thấy

Bảng 1: Tổng số lượng tham số và thời gian huấn luyện
của các mô hình với 20 vòng lặp

Cấu hình Số lượng tham số (M) Thời gian huấn luyện (h)
4L-16F 5.6 3.9
4L-32F 22.6 6.8
5L-16F 22.6 4
5L-32F 90.5 6.9

rằng thời gian huấn luyện không tăng tuyến tính theo
số lượng tham số. Bất ngờ nhất là 5L-16F, cùng số
lượng tham số là 22.6 triệu như 4L-32F chỉ mất 4.0 giờ
để huấn luyện, nhanh hơn tương đương 41%. Mô hình
lớn nhất, 5L-32F với 90.5 triệu tham số, mất 6.9 giờ,
chỉ lâu hơn một chút so với 4L-32F dù cho số lượng
tham số gấp bốn lần. Từ đây ta có thể nhận xét, thời
gian huấn luyện tăng cùng với số lượng tham số nhưng
không theo tỷ lệ. Thí dụ, 4L-32F có số lượng tham số
tăng gấp bốn lần so với 4L-16F, và thời gian chỉ tăng
1.74 lần (3.9 giờ lên 6.8 giờ). Tương tự, 5L-32F có 90.5
triệu tham số, gấp bốn lần 5L-16F (22.6 triệu), nhưng
chỉ khác biệt 72% (4 giờ và 6.9 giờ). Từ quá trình huấn
luyện ta có thể thấy được, cấu hình 5L-16F có thể cân
bằng được hai yếu tố: số lượng tham số (22.6 triệu) và
thời gian huấn luyện (4 giờ), khiến nó có vẻ hiệu quả
hơn 4L-32F với cùng độ phức tạp trong mô hình. Để
có thể kiểm chứng điều này, chúng tôi sẽ tiến hành thử
nghiệm sâu hơn với các mô hình. Từ Hình 5 cho thấy
dù cùng điểm xuất phát nhưng các mô hình phức tạp
hơn có xu hướng học được nhiều đặc trưng hơn, từ đó
dẫn đến kết quả tốt hơn

Để thể hiện được tính khách quan của các mô hình,
giai đoạn kiểm thử sẽ được thực hiện trên tập kiểm thử
đã được xử lý và tách ra từ giai đoạn đầu, nhằm đảm
bảo các mô hình chưa từng xử lý qua dữ liệu này để
kiểm chứng khả năng trong môi trường thực tế. Đánh
giá trên tập kiểm tra cho thấy sự khác biệt rõ rệt về hiệu
suất phân đoạn giữa bốn cấu hình 3D U-Net, phản ánh
tác động của độ sâu, độ rộng và năng lực huấn luyện của
mô hình. Bảng 2 trình bày điểm Dice trung bình cho
Toàn bộ khối u (WT), Lõi khối u (TC) và Vùng trương
phù (ET), cùng với các số liệu về quá trình huấn luyện
như số lượng tham số và thời gian huấn luyện. Cấu
hình 4L-16F, với 5.6 triệu tham số và thời gian huấn
luyện 3.9 giờ, đạt điểm Dice là 0.4159 (WT), 0.3014
(TC) và 0.2632 (ET), đóng vai trò là cơ sở với mức tiêu
thụ tài nguyên thấp nhất. Khi tăng gấp đôi số bộ lọc
lên 32 ở mô hình 4L-32F (22.6 triệu tham số, 6.8 giờ),
hiệu suất được cải thiện lên 0.4270 (WT), 0.3106 (TC)
và 0.2778 (ET), cho thấy lợi ích của việc tăng độ rộng
bộ lọc, dù phải đánh đổi với thời gian huấn luyện tăng
74%.

Việc thêm một tầng trong khi giữ số bộ lọc là 16
(5L-16F, 22.6 triệu tham số, 4.0 giờ) cho kết quả điểm
Dice là 0.4218 (WT), 0.2878 (TC) và 0.2529 (ET). Điều
thú vị là, mặc dù có cùng số lượng tham số với 4L-32F,
5L-16F lại có hiệu suất thấp hơn ở TC và ET, cho thấy
độ rộng bộ lọc có tác động mạnh hơn đến việc phát
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Hình 5: So sánh giá trị mất mát (loss) và điểm Dice trung bình giữa các cấu hình 4L-16F, 4L-32F, 5L-16F và 5L-32F
trong quá trình huấn luyện.

Bảng 2: Đánh giá hiệu suất phân đoạn trên tập kiểm tra, so sánh điểm Dice trung bình cho các vùng WT, TC và
ET giữa các cấu hình 4L-16F, 4L-32F, 5L-16F và 5L-32F, cùng với số lượng tham số và thời gian huấn luyện.

Cấu hình Toàn bộ khối u (WT) Lõi khối u (TC) Vùng trương phù (ET)
4L-16F 0.4159 0.3014 0.2632
4L-32F 0.4270 0.3106 0.2778
5L-16F 0.4218 0.2878 0.2529
5L-32F 0.4873 0.3667 0.3121

hiện các chi tiết khối u nhỏ so với độ sâu trong trường
hợp này. Tuy nhiên, thời gian huấn luyện của 5L-16F
thấp hơn đáng kể (4.0 giờ so với 6.8 giờ), khiến nó hiệu
quả hơn về mặt tài nguyên cho mức độ phức tạp tương
tự. Cấu hình 5L-32F, với 90.5 triệu tham số và 6.9 giờ
huấn luyện, đạt điểm cao nhất ở tất cả các vùng: 0.4873
(WT), 0.3667 (TC) và 0.3121 (ET). Điều này thể hiện
một bước cải thiện đáng kể so với cơ sở (tăng 17% cho
WT, 22% cho TC và 19% cho ET), nhấn mạnh lợi thế
của việc kết hợp các tầng sâu hơn và bộ lọc rộng hơn,
dù phải trả giá bằng số lượng tham số tăng gấp 16 lần
và thời gian huấn luyện tăng 77% so với 4L-16F.

Phân tích thống kê bằng kiểm định t ghép đôi cho
thấy sự cải thiện của 5L-32F so với 4L-16F là có ý
nghĩa thống kê (p < 0.05) ở tất cả các vùng, trong khi
sự khác biệt giữa 4L-32F và 5L-16F chỉ có ý nghĩa ở
TC và ET (p < 0.05), phản ánh lợi thế của 4L-32F
trong các vùng nhỏ và khó hơn này. Nhìn chung, 5L-
32F mang lại độ chính xác phân đoạn cao nhất, nhưng
chi phí tài nguyên của nó cho thấy một sự đánh đổi,
có thể khiến 4L-32F được ưu tiên trong các môi trường
hạn chế về tài nguyên, nơi mà nó đạt được hiệu suất
cạnh tranh với ít tham số hơn và thời gian huấn luyện
vừa phải. Ở Hình 7 cho thấy được khả năng của mô
hình 5L-32F khi có thể phác hoạ được hầu hết khối u
cũng như khu vực bị ảnh hưởng bởi nó. Phân tích định

tính thông qua hình ảnh trực quan cung cấp cái nhìn
sâu sắc về hiệu suất phân đoạn của các cấu hình 3D
U-Net trên dữ liệu MRI T1ce. Hình 6 so sánh trực
quan giữa ground truth và dự đoán phân đoạn của các
cấu hình 4L-16F, 4L-32F, 5L-16F và 5L-32F trên lát
cắt 2D từ khối MRI 3D, tập trung vào các vùng WT,
TC và ET. Cấu hình 4L-16F cho thấy ranh giới WT
khá chính xác nhưng thường bỏ sót các chi tiết nhỏ ở
vùng TC và ET, đặc biệt ở các khu vực có cường độ
tín hiệu thấp. Trong khi đó, 4L-32F cải thiện khả năng
phát hiện TC và ET nhờ số lượng bộ lọc tăng, nhưng
vẫn gặp khó khăn ở các vùng ranh giới phức tạp. Cấu
hình 5L-16F, với tầng bổ sung, cải thiện độ chính xác ở
WT nhưng không mang lại lợi ích rõ rệt cho TC và ET
so với 4L-32F, cho thấy độ sâu bổ sung không đủ để
bù đắp cho số lượng bộ lọc hạn chế. Cấu hình 5L-32F
thể hiện hiệu suất tốt nhất, với ranh giới WT, TC và
ET được xác định rõ ràng và sát với ground truth nhất,
đặc biệt ở các vùng ET nhỏ và khó.

Hình 3 trình bày ba mặt phẳng (axial, sagittal, coro-
nal) của khối MRI 3D T1ce, thể hiện cấu trúc giải phẫu
từ dữ liệu đầu vào. Các mặt phẳng này cung cấp bối
cảnh cho việc phân tích hiệu suất phân đoạn, cho thấy
sự phân bố không đồng đều của các vùng khối u qua
các góc nhìn khác nhau, điều này giải thích một phần
sự khác biệt về hiệu suất giữa các cấu hình. Hình 4
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Hình 6: So sánh trực quan giữa ground truth và dự đoán phân đoạn của các cấu hình 4L-16F, 4L-32F, 5L-16F và
5L-32F trên lát cắt số 52 MRI 3D.

hiển thị montage đầy đủ của khối MRI 3D T1ce, cho
phép quan sát toàn diện cấu trúc khối u và các vùng
lân cận, hỗ trợ việc đánh giá tính liên tục của các dự
đoán phân đoạn trên toàn bộ khối dữ liệu. Cuối cùng,
Hình 6, tập trung vào vùng trung tâm của khối T1ce,
nơi các cấu hình 5L-32F và 4L-32F thể hiện khả năng
phát hiện tốt hơn ở các lát cắt có mật độ khối u cao,
trong khi 4L-16F và 5L-16F gặp khó khăn ở các lát cắt
có ranh giới mờ. Hình 6 thể hiện sự so sánh trực quan
giữa ảnh T1ce, ground truth và dự đoán phân đoạn từ
các cấu hình 4L-16F, 4L-32F, 5L-16F và 5L-32F, được
hiển thị trên các lát cắt 2D từ khối MRI 3D. Quan sát
các hình ảnh này, cấu hình 4L-16F cho thấy độ chính
xác tương đối trong việc phân đoạn vùng khối u toàn
phần (WT). Tuy nhiên, cấu hình này thường bỏ sót
các chi tiết nhỏ ở vùng lõi khối u (TC) và vùng khối u
tăng cường (ET), đặc biệt ở những khu vực có cường
độ tín hiệu thấp hoặc ranh giới không rõ ràng. Hạn chế
này có thể xuất phát từ số lượng bộ lọc giới hạn (16 ở
tầng đầu tiên), làm giảm khả năng của mô hình trong
việc nắm bắt các đặc trưng phức tạp. Cấu hình 4L-
32F, với số lượng bộ lọc gấp đôi (32 ở tầng đầu tiên),
cải thiện đáng kể khả năng phát hiện vùng TC và ET,
như được thể hiện trong các hình ảnh dự đoán. Cấu

hình này xác định tốt hơn các ranh giới phức tạp và
các vùng nhỏ hơn, mặc dù vẫn gặp khó khăn ở những
khu vực mà các lớp khối u chồng lấn. Trong khi đó,
cấu hình 5L-16F, với một tầng bổ sung nhưng vẫn giữ
16 bộ lọc, cho thấy sự cải thiện nhẹ trong phân đoạn
WT nhưng không mang lại lợi ích đáng kể cho TC và
ET so với 4L-32F. Điều này cho thấy việc tăng chiều
rộng của mô hình (số lượng bộ lọc) có tác động tích cực
hơn đến hiệu suất phân đoạn so với việc tăng độ sâu
trong trường hợp này. Cấu hình 5L-32F, kết hợp cả độ
sâu và chiều rộng lớn hơn, mang lại hiệu suất tốt nhất
trong việc tái tạo các vùng WT, TC và ET. Như quan
sát được trong các hình ảnh, dự đoán của cấu hình này
sát nhất với ground truth, đặc biệt vượt trội ở các vùng
ET nhỏ và khó, nơi các cấu hình khác thường thất bại
hoặc dự đoán sai. Điều này chỉ ra rằng việc tích hợp
các tầng sâu hơn với số lượng bộ lọc lớn hơn cho phép
mô hình học được các đặc trưng chi tiết ở nhiều cấp độ,
từ đó nâng cao độ chính xác phân đoạn.

Nhìn chung, 5L-32F vượt trội trong việc tái tạo các
vùng khối u phức tạp trên tất cả các góc nhìn, phù
hợp với kết quả định lượng trong Bảng 2. Tuy nhiên,
5L-16F vẫn là một lựa chọn khả thi trong các tình
huống cần cân bằng giữa hiệu suất và chi phí tính



Hình 7: So sánh trực quan giữa ground truth và dự đoán phân đoạn của cấu hình 5L-32F trên lát cắt MRI 3D.

toán, đặc biệt khi xem xét đến số lượng tham số và
thời gian huấn luyện thấp hơn đáng kể so với 5L-32F.
Phân tích giúp làm rõ ảnh hưởng của độ sâu và độ rộng
đến quá trình huấn luyện và hiệu suất của mô hình.
Việc tăng số bộ lọc từ 16 lên 32 trong mô hình 4 lớp
(4L-16F lên 4L-32F) làm tăng điểm Dice trung bình
cho các vùng WT, TC và ET từ 0.3268 (trung bình
của 0.4159, 0.3014, 0.2632) lên 0.3385 (trung bình của
0.4270, 0.3106, 0.2778), tương ứng với mức tăng 3.6%
về hiệu suất. Tuy nhiên, thời gian huấn luyện tăng 74%
(từ 3.9 giờ lên 6.8 giờ), cho thấy độ rộng bộ lọc cải thiện
đáng kể khả năng học đặc trưng của mô hình, nhưng đi
kèm với chi phí tính toán tăng cao. Việc thêm một lớp
trong khi giữ số bộ lọc là 16 (4L-16F lên 5L-16F) mang
lại mức tăng nhỏ hơn về hiệu suất, với điểm Dice trung
bình tăng từ 0.3268 lên 0.3208 (trung bình của 0.4218,
0.2878, 0.2529), tương ứng với mức tăng 1.8%. Thời
gian huấn luyện chỉ tăng 2.6% (từ 3.9 giờ lên 4.0 giờ),

cho thấy tác động của độ sâu là nhỏ hơn và ít tốn kém
hơn về mặt tính toán so với độ rộng. Hiệu ứng kết hợp
trong cấu hình 5L-32F đạt điểm Dice trung bình cao
nhất là 0.3887 (trung bình của 0.4873, 0.3667, 0.3121),
nhưng thời gian huấn luyện tăng lên 6.9 giờ, gấp 1.77
lần so với 4L-16F (3.9 giờ). Điều này cho thấy độ rộng
bộ lọc mang lại bước nhảy vọt lớn hơn về hiệu suất trên
mỗi đơn vị chi phí huấn luyện, mặc dù độ sâu giúp tinh
chỉnh kết quả hơn nữa khi được kết hợp với độ rộng
đủ lớn. Các chỉ số bổ sung làm phong phú thêm phân
tích. Khoảng cách Hausdorff cho thấy cấu hình 5L-32F
có ranh giới chặt chẽ hơn (khoảng 5 mm cho WT) so
với 4L-16F (khoảng 8 mm), phù hợp với độ chính xác
được cải thiện nhờ quá trình huấn luyện của nó. Độ
nhạy (sensitivity) (khoảng 0.70 cho ET trên tất cả các
cấu hình) và điểm độ đặc hiệu (specificity) cho thấy
khả năng xử lý cân bằng giữa các lớp, với dung lượng
huấn luyện lớn hơn ở các mô hình lớn giúp giảm thiểu



các trường hợp âm tính giả (false negatives). Biểu đồ
phân bố điểm Dice trên từng mẫu cho thấy 5L-32F có
ít giá trị ngoại lai (outliers) với điểm thấp hơn, một lợi
ích từ thời gian huấn luyện kéo dài (6.9 giờ) và quy mô
tham số lớn (90.5 triệu tham số) của nó. Cụ thể, 5L-
32F đạt điểm Dice trung bình cao nhất là 0.3887 (trung
bình của 0.4873, 0.3667, 0.3121), so với 4L-16F chỉ đạt
0.3268 (trung bình của 0.4159, 0.3014, 0.2632). Những
phát hiện bổ sung này, được trình bày chi tiết riêng,
cung cấp một bức tranh đầy đủ hơn về cách quá trình
huấn luyện ảnh hưởng đến độ bền của phân đoạn.

Tổng kết
U-Net, được giới thiệu lần đầu bởi Ronneberger và cộng
sự vào năm 2015, đã trở thành một trong những kiến
trúc mạng nơ-ron tích chập (CNN) phổ biến nhất trong
các bài toán phân đoạn ảnh y tế, đặc biệt là trên dữ
liệu hình ảnh 3D như MRI. Điểm mạnh của U-Net nằm
ở cấu trúc đối xứng gồm hai nhánh: nhánh thu hẹp
(contracting path) để trích xuất đặc trưng và nhánh mở
rộng (expanding path) để tái tạo bản đồ phân đoạn với
độ phân giải cao. Các kết nối bỏ qua (skip connections)
giữa hai nhánh cho phép mô hình kết hợp thông tin ngữ
cảnh toàn cục (từ các lớp sâu) với thông tin chi tiết cục
bộ (từ các lớp nông), điều này đặc biệt quan trọng trong
phân đoạn ảnh y tế, nơi các ranh giới giữa các vùng giải
phẫu thường phức tạp và tinh vi. Trong bối cảnh phân
đoạn khối u não trên ảnh MRI, U-Net thể hiện khả
năng vượt trội trong việc xử lý các đặc trưng không
gian 3D, vốn là yêu cầu thiết yếu để xác định các vùng
như Toàn bộ khối u (WT), Lõi khối u (TC), và Vùng
trương phù (ET). Khả năng này được minh chứng qua
các nghiên cứu trước đây, chẳng hạn như trong cuộc
thi BraTS (Brain Tumor Segmentation), nơi các biến
thể của U-Net thường xuyên đạt hiệu suất cao nhờ khả
năng học các đặc trưng đa cấp độ. U-Net cũng có tính
linh hoạt cao, cho phép điều chỉnh độ sâu (số lớp) và
độ rộng (số bộ lọc) để cân bằng giữa hiệu suất và chi
phí tính toán, như đã được thể hiện trong thí nghiệm
của chúng tôi với các cấu hình 4L-16F, 4L-32F, 5L-16F,
và 5L-32F. Một ưu điểm khác của U-Net là khả năng
hoạt động hiệu quả trên các tập dữ liệu nhỏ, một đặc
điểm phổ biến trong lĩnh vực y tế do khó khăn trong
việc thu thập và gắn nhãn dữ liệu. Bằng cách sử dụng
các kỹ thuật tăng cường dữ liệu (data augmentation)
như xoay, lật, hoặc thay đổi cường độ, U-Net có thể
học được các đặc trưng mạnh mẽ ngay cả khi số lượng
mẫu huấn luyện hạn chế. Trong nghiên cứu này, U-
Net đã chứng minh khả năng phân đoạn chính xác các
vùng khối u trên dữ liệu MRI T1ce và FLAIR, đặc biệt
ở cấu hình 5L-32F, nơi mô hình đạt điểm Dice trung
bình cao nhất (0.3887) nhờ dung lượng huấn luyện lớn
(90.5 triệu tham số) và thời gian huấn luyện kéo dài
(6.9 giờ). Tuy nhiên, U-Net cũng có những hạn chế cần
được xem xét. Thứ nhất, mô hình có xu hướng gặp khó
khăn ở các vùng có ranh giới mờ hoặc tín hiệu yếu, như
vùng ET trong bài toán phân đoạn khối u não, điều
này được quan sát rõ trong các cấu hình có số bộ lọc

hạn chế như 4L-16F và 5L-16F (điểm Dice cho ET lần
lượt là 0.2632 và 0.2529). Thứ hai, U-Net truyền thống
không tích hợp cơ chế chú ý (attention mechanism), dẫn
đến việc mô hình có thể bỏ qua các vùng quan trọng
hoặc bị nhiễu bởi các khu vực không liên quan trong
ảnh. Cuối cùng, chi phí tính toán của U-Net, đặc biệt
trong các cấu hình 3D như trong nghiên cứu này, có
thể trở thành rào cản khi triển khai trên các thiết bị có
tài nguyên hạn chế, như đã thấy với 5L-32F (90.5 triệu
tham số, 6.9 giờ huấn luyện). Những hạn chế này mở
ra các hướng cải tiến tiềm năng, như sẽ được thảo luận
trong phần Hướng phát triển tương lai.

Nghiên cứu này đã đánh giá toàn diện hiệu suất của
bốn cấu hình mô hình 3D U-Net (4L-16F, 4L-32F, 5L-
16F, và 5L-32F) trong bài toán phân đoạn khối u não
trên ảnh 3D MRI, tập trung vào các vùng WT, TC
và ET. Kết quả định lượng từ Bảng 2 cho thấy cấu
hình 5L-32F vượt trội với điểm Dice trung bình cao
nhất (0.3887, trung bình của 0.4873, 0.3667, 0.3121),
cải thiện đáng kể so với cấu hình cơ bản 4L-16F (0.3268,
trung bình của 0.4159, 0.3014, 0.2632). Phân tích định
tính qua Hình 6 củng cố phát hiện này, khi 5L-32F thể
hiện khả năng tái tạo ranh giới WT, TC và ET sát
nhất với ground truth, đặc biệt ở các vùng ET nhỏ và
khó, nơi các cấu hình khác thường bỏ sót hoặc dự đoán
sai. Về hiệu quả tính toán, Bảng 1 chỉ ra rằng 4L-16F
là cấu hình nhẹ nhất (5.6 triệu tham số, 3.9 giờ huấn
luyện), phù hợp cho các môi trường tài nguyên hạn chế,
nhưng hiệu suất của nó bị giới hạn. Cấu hình 4L-32F
(22.6 triệu tham số, 6.8 giờ) nổi bật như một giải pháp
thực dụng, cân bằng giữa hiệu suất (điểm Dice trung
bình 0.3385) và chi phí tính toán. Cấu hình 5L-16F
(22.6 triệu tham số, 4.0 giờ) cho thấy độ sâu bổ sung
không mang lại lợi ích đáng kể so với độ rộng, với điểm
Dice trung bình chỉ đạt 0.3208. Cấu hình 5L-32F, dù
đạt hiệu suất cao nhất, lại đòi hỏi tài nguyên lớn (90.5
triệu tham số, 6.9 giờ), khiến nó phù hợp hơn cho các
ứng dụng ưu tiên độ chính xác mà không bị giới hạn
về tài nguyên. Phân tích kiểu ablation cho thấy độ
rộng bộ lọc (tăng từ 16 lên 32) mang lại cải thiện hiệu
suất lớn hơn (3.6% từ 4L-16F lên 4L-32F) so với độ sâu
(1.8% từ 4L-16F lên 5L-16F), nhưng với chi phí thời
gian huấn luyện cao hơn (74% so với 2.6%). Các chỉ
số bổ sung như khoảng cách Hausdorff (5 mm cho 5L-
32F so với 8 mm cho 4L-16F) và biểu đồ phân bố điểm
Dice cũng xác nhận rằng các mô hình lớn hơn, với dung
lượng huấn luyện cao hơn, giảm thiểu các trường hợp
dự đoán sai và cải thiện độ chính xác ranh giới. Nhìn
chung, nghiên cứu này nhấn mạnh tầm quan trọng của
việc cân nhắc giữa độ sâu và độ rộng của mô hình, cũng
như sự đánh đổi giữa hiệu suất và chi phí tính toán, để
lựa chọn cấu hình phù hợp với các yêu cầu ứng dụng cụ
thể.

Mặc dù các cấu hình 3D U-Net đã cho thấy tiềm năng
trong phân đoạn khối u não, vẫn còn nhiều hướng để
cải thiện và mở rộng nghiên cứu:
• Tối ưu hóa chi phí tính toán: Cấu hình 5L-32F, dù

có hiệu suất cao, lại yêu cầu tài nguyên lớn (90.5



triệu tham số, 6.9 giờ huấn luyện). Các kỹ thuật
như cắt tỉa mô hình (model pruning), lượng tử hóa
(quantization), hoặc sử dụng kiến trúc nhẹ hơn (ví
dụ: EfficientNet hoặc MobileNet làm backbone) có
thể được áp dụng để giảm số lượng tham số và thời
gian suy luận, giúp mô hình khả thi hơn trong các
ứng dụng thời gian thực, chẳng hạn như hỗ trợ chẩn
đoán y tế tại bệnh viện.

• Tăng cường khả năng khái quát hóa: Hiệu suất của
các mô hình hiện tại được đánh giá trên tập kiểm thử
từ cùng nguồn dữ liệu (ví dụ: BraTS). Tuy nhiên,
trong thực tế, dữ liệu MRI có thể khác biệt đáng
kể giữa các máy quét hoặc cơ sở y tế. Các phương
pháp như tăng cường dữ liệu (data augmentation),
học chuyển giao (transfer learning), hoặc huấn luyện
trên tập dữ liệu đa nguồn có thể cải thiện khả năng
khái quát hóa của mô hình, đảm bảo hiệu suất ổn
định trên các tập dữ liệu mới.

• Cải thiện phân đoạn vùng nhỏ và khó: Mặc dù 5L-
32F cải thiện đáng kể ở vùng ET (0.3121 so với
0.2632 của 4L-16F), các cấu hình vẫn gặp khó khăn
ở các vùng có ranh giới mờ hoặc tín hiệu yếu, như
đã thấy trong Hình 6. Các kỹ thuật như sử dụng
hàm mất mát trọng số (weighted loss) để ưu tiên
các vùng khó (ET, TC), hoặc tích hợp các mô hình
chú ý (attention mechanisms) như Attention U-Net,
có thể giúp mô hình tập trung tốt hơn vào các khu
vực này.

• Tích hợp đa phương thức: Hiện tại, mô hình sử dụng
hai phương thức (FLAIR và T1ce). Việc tích hợp
thêm các phương thức khác (như T1, T2) hoặc dữ
liệu lâm sàng (ví dụ: thông tin bệnh nhân) có thể
cung cấp thông tin bổ sung, cải thiện độ chính xác
phân đoạn, đặc biệt ở các vùng có sự chồng lấn phức
tạp giữa WT, TC và ET.

• Đánh giá trên dữ liệu thực tế và triển khai: Các mô
hình cần được kiểm chứng trên dữ liệu thực tế từ
bệnh viện để đánh giá hiệu quả trong môi trường
lâm sàng. Ngoài ra, việc triển khai mô hình dưới
dạng ứng dụng hoặc công cụ hỗ trợ bác sĩ (ví dụ:
phần mềm phân tích MRI) sẽ yêu cầu tích hợp với
hệ thống y tế, đảm bảo tính bảo mật dữ liệu và khả
năng tương tác với các thiết bị y tế.

• Khám phá các kiến trúc tiên tiến: Ngoài U-Net, các
kiến trúc hiện đại như nnU-Net (một biến thể tự
động điều chỉnh của U-Net) hoặc các mô hình dựa
trên Transformer (như TransUNet) có thể được thử
nghiệm để so sánh hiệu suất. Những kiến trúc này
có thể tận dụng các cơ chế chú ý toàn cục (global
attention) để cải thiện khả năng phân đoạn các vùng
phức tạp, đồng thời tối ưu hóa hiệu quả tính toán.

• Ứng dụng lâm sàng mở rộng: Ngoài phân đoạn khối
u não, mô hình 3D U-Net có thể được mở rộng để
áp dụng cho các bài toán khác trong y tế, như phân
đoạn khối u gan, phổi, hoặc các tổn thương thần
kinh khác. Việc này sẽ yêu cầu điều chỉnh mô hình

để phù hợp với đặc điểm của từng loại dữ liệu và yêu
cầu lâm sàng cụ thể.

Những hướng phát triển này không chỉ cải thiện hiệu
suất và tính thực tiễn của mô hình 3D U-Net mà còn
mở ra tiềm năng ứng dụng rộng rãi trong chẩn đoán
và điều trị khối u não, góp phần nâng cao chất lượng
chăm sóc y tế.
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